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Resumen

Las enfermedades cardiovasculares, como el infarto
agudo de miocardio, son una de las tres principales
causas de muerte en el mundo segin datos de la OMS.
De forma similar, las arritmias cardiacas, como la
fibrilacién auricular, son enfermedades muy comunes
en la actualidad. El electrocardiograma (ECG) es el
medio de diagnéstico cardiaco que se utiliza de forma
estandarizada en todo el mundo. Los modelos de
aprendizaje automatico son muy utiles en problemas
de clasificacion y prediccion. Aplicadas al campo de
la salud, las redes neuronales artificiales (ANN) y las
redes neuronales convolucionales (CNN) en conjunto
con modelos basados en arboles como XGBoost, son
de vital ayuda en la prevencion y control de enfer-
medades del corazon. El presente estudio tiene como
objetivo comparar y evaluar el aprendizaje basado
en los algoritmos ANN, CNN y XGBoost mediante
el uso de las bases de datos de ECG Physionet MIT-
BIH y PTB, que proporcionan ECG clasificados con
arritmias e infartos agudos de miocardio, respecti-
vamente. Se comparan por separado los tiempos de
aprendizaje y el porcentaje de exactitud de los tres
algoritmos en las dos bases de datos, y finalmente se
cruzan los datos para comparar la validez y seguridad
de la prediccién.

Palabras clave: arritmias, infarto agudo miocar-
dio, aprendizaje automatico, red neuronal artificial,
red neuronal convolucional, impulso del gradiente
extremo

Abstract

Cardiovascular diseases such as Acute Myocardial
Infarction is one of the 3 leading causes of death in
the world according to WHO data, in the same way
cardiac arrhythmias are very common diseases today,
such as atrial fibrillation. The ECG electrocardio-
gram is the means of cardiac diagnosis that is used in
a standardized way throughout the world. Machine
learning models are very helpful in classification and
prediction problems. Applied to the field of health,
ANN, and CNN artificial and neural networks, added
to tree-based models such as XGBoost, are of vital
help in the prevention and control of heart disease.
The present study aims to compare and evaluate
learning based on ANN, CNN and XGBoost algo-
rithms by using the Physionet MIT-BIH and PTB
ECG databases, which provide ECGs classified with
Arrhythmias and Acute Myocardial Infarctions re-
spectively. The learning times and the percentage of
Accuracy of the 3 algorithms in the 2 databases are
compared separately, and finally the data are crossed
to compare the validity and safety of the learning
prediction.

Keywords: arrhythmias, acute myocardial infarction,
machine learning, artificial neural network, convolu-
tional neural network, extreme gradient boosting
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1. Introduccién

Hoy en dia se utiliza una multiplicidad de dispositivos
(computadoras personales, teléfonos inteligentes, table-
tas, teléfonos celulares, etc.) para acumular y procesar
big data acerca del comportamiento humano. Esta
base esta disponible para una variedad de propésitos,
incluyendo medicina [1,2]. La salud mévil (mHealth,
Mobile Health en inglés) y los dispositivos inteligentes
permiten la deteccién temprana y la intervencién in-
mediata en pacientes con fibrilacién auricular (AF,
Atrial Fibrillation en inglés). El ECG de una derivacién
y de multiples derivaciones, la fotopletismografia (PPG,
Photoplethysmography en inglés) y la medicién os-
cilométrica con capacidades de diagnéstico validadas,
pueden integrarse dentro de la préctica clinica para de-
tectar AF. Las directrices existentes de practica clinica
sugieren que la evaluaciéon del pulso con el examen
ECG para la poblacion de alto riesgo y para pacientes
mayores a 65 afios de edad, es apropiada para reducir
las complicaciones. Sin embargo, los dispositivos de
salud e inteligentes destinados al consumidor, faciles
de usar y econémicos pueden ser una herramienta al-
ternativa de examen no solo para la poblacién mayor
con comorbilidades, sino también para la poblacion
general de bajo riesgo con monitoreo frecuente [2-7].

Los dispositivos mHealth capaces de monitorear la
frecuencia cardiaca y/o el ritmo cardiaco vienen en
multiples formas tales como apps para teléfonos in-
teligentes, relojes inteligentes, anillos, collares, sensores
portatiles y parches [8-10]. Las compaiifas han creado
productos capaces de generar un punto de cuidado a
través de registros ECG, tales como la serie de dis-
positivos AliveCor Kardia Monitor [8]. En un estudio
realizado en Hong Kong con un gran nimero de per-
sonas, la investigacién sobre el dispositivo Kardia para
ECG de una derivaciéon encontré que un cardiélogo
confirmé que 65 % de las AF detectadas por el dispo-
sitivo fueron precisas. En este estudio en mas de diez
mil pacientes con una edad promedio de 78 anos, el
numero requerido para hacer nuevos diagnosticos de
AF con precision fue 145 participantes [8]. La sensibil-
idad y especificidad del monitor Kardia fueron 99.6 %
y 97.8 %, respectivamente [11].

El término ‘salud ubicua’ (u-Health, Ubiquitous
Health, en inglés), definido por Weiser como la inte-
gracion de la computacion en acciones y comportamien-
tos humanos “en cualquier momento” y “en cualquier
lugar” ha venido adquiriendo importancia [1,2]. El
principal atributo de u-Health es la capacidad de in-
teraccion entre individuos y dispositivos, de forma tal
que la tecnologia es transparente para el usuario [12].
No esta claro cudl es el mejor algoritmo para detectar
enfermedades cardiovasculares por medio de los dis-
positivos u-Health. Se requiere que la tecnologia sea
robusta, confiable y de bajo costo computacional, para
que pueda ser ejecutada en los dispositivos, aun cuando

estan desconectados. El objetivo de este articulo es eva-
luar la mejor alternativa para la deteccion de arritmias
con dispositivos u-Health.

Este trabajo es producto de una colaboracién en
curso entre la Universidad de Guayaquil y la Universi-
dad de Villanova, bajo la cual se estan desarrollando
multiples estrategias de inteligencia artificial para la
deteccién de arritmias en tiempo real. El presente tra-
bajo utiliza bases de datos existentes de arritmias para
validar las estrategias, y el trabajo futuro intenta proce-
sar data de dispositivos portatiles en tiempo real. Los
resultados de esta investigacion son altamente prom-
etedores, y seran discutidos con mayor profundidad a
lo largo del articulo.

2. Materiales y métodos

2.1. Metodologia

Se utilizaron dos bases de datos Physionet de elec-
trocardiogramas ECG, MIT (arritmias) con 109444
registros (21891 normales y 87553 anormales) y PTDB
(infartos) con 14 550 registros (4045 normales y 10505
anormales). La base de datos MIT tiene cuatro cat-
egorfas: Normal ‘N’ 0, Supraventricular ‘S’ 1, Ven-
tricular ‘V’ 2, Fibrilacion Ventricular ‘F’ 3, Otras no
clasificadas ‘Q’ 4. La base de datos PTDB tiene 2
categorias: ‘N’ 0 y con problemas cardiacos ‘A’ 1. Se
utiliz6 SMOTE para regularizar las categorias y evitar
sobreajuste y subajuste.

El 80 % de los registros se utilizan para entre-
namiento y el 20 % para prueba; el 20 % del 80 % del
conjunto de entrenamiento se toma nuevamente para
evaluar la prediccién de los datos. Este proceso fue
realizado por separado para las bases de datos MIT y
PTDB, utilizando redes neuronales artificiales (ANN,
artificial neural networks en inglés) y redes neuronales
convolucionales (CNN, convolutional neural networks
en inglés), ademéds del algoritmo de decisién basado en
arbol XGBoost o impulso del gradiente extremo; los
tres algoritmos fueron evaluados con las dos bases de
datos.

2.2. Enfermedades cardiovasculares e inteligen-
cia artificial

Las enfermedades cardiovasculares (CVD, Cardiovas-
cular Diseases en inglés) son la principal causa de
mortalidad a nivel mundial, representando el 31 %
de todas las muertes [13]. Una de las causas princi-
pales es el infarto agudo al miocardio (AMI, acute
myocardial infarctation, en inglés). Existe una necesi-
dad creciente de estudiar una amplia gama de técnicas
de vanguardia para el andlisis y diagnostico de enfer-
medades cardiacas. Con el fin de evaluar la situaciéon
especifica del paciente, los doctores frecuentemente
analizan las senales del ECG (electrocardibgrafo) para
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obtener suficiente informacién que les ayude a hacer
el diagnéstico. Muchos investigadores han aplicado
algoritmos de aprendizaje automéatico (ML, Machine
Learning, en inglés) para estudiar el problema de clasifi-
cacién de arritmias [14]. Los avances en procesamiento
de datos, capacidad de almacenamiento y métodos de
aprendizaje automatico han venido transformando el
campo de la medicina, incluyendo la cardiologia [15].

La AF es uno de los tipos més comunes de ar-
ritmia, que se caracteriza por un latido rapido e ir-
regular [13]. La enfermedad cardiaca isquémica (IHD,
Ischemic heart disease, en inglés) es una condicién en
la cual existe un suministro inadecuado de sangre y
ox{geno a una parte del musculo cardiaco [16]. Esta
condicién ocurre usualmente cuando hay un desbal-
ance entre el suministro de oxigeno y la demanda del
miusculo cardiaco (miocardio), debido tipicamente a
enfermedad cardiaca ateroesclerdtica [17]. Usualmente
los pacientes no muestran los signos y sintomas tipi-
cos (asintomdtico), hasta que la enfermedad cardiaca
isquémica se manifiesta como angina, infarto al mio-
cardio o muerte cardfaca repentina [18].

En el andlisis de ECG, la clasificacion de los latidos
del corazén es la manera méas comin de automatizar
el diagnéstico de la arritmia [19]. El flujo comin de
aprendizaje de ECG usando técnicas de aprendizaje
automatico incluye analisis senal-ruido, reconocimiento
de los latidos del corazon, extraccion de caracteristicas
y clasificacién de los latidos del corazén. Para apren-
dizaje profundo, la extraccién de caracteristicas puede
reemplazarse por el almacenamiento de fragmentos de
latidos de una secuencia de ECG completa [20]. Los
algoritmos reportados en la literatura para la identifi-
cacion de senales de ECG incorporan tres puntos im-
portantes: preprocesamiento, clasificacion y desbalance
del conjunto de datos. Para analizar las caracteristicas
que pueden estar directamente relacionadas a factores
fisiolégicos en el desarrollo de enfermedades, se consid-
eraron tres algoritmos de aprendizaje profundo: redes
neuronales convolucionales (CNN), redes neuronales
artificiales (ANN) y el arbol reforzado de impulso de
gradiente extremo o XGBoost.

Las redes neuronales artificiales son algoritmos de
aprendizaje que pueden identificar relaciones comple-
jas en los datos. Las ANN estan disefiadas para imitar
el sistema nervioso humano. Las ANN tipicas estan
compuestas por tres tipos de capas: entrada, salida y
ocultas. Cada capa estd constituida por neuronas [21].
Las redes neuronales convolucionales (CNN), las redes
neuronales recurrentes (RNN, recurrent neural net-
works en inglés) y el Naive Bayes se utilizan como
clasificadores. Existen enfoques que combinas diferen-
tes técnicas tales como Transformada Wavelet Discreta
(DWT, Discrete Wavelet Transform, en inglés) y ANN
para la clasificacién de arritmias en ECG [22]. Cuando
el niimero de caracteristicas es mayor que el nimero de
muestras, las ANN pueden manejar multiples clases,

no hay efecto de los grandes conjuntos sobre las ANN
y 1o se requiere una memoria extensiva [23].

Un estudio basado en ANN clasifica IHD utilizando
pardmetros de variabilidad de la frecuencia cardiaca
(HRV, heart rate variability en inglés) junto con una
data clinica tal como la fraccién de eyeccion del ven-
triculo izquierdo (LVEF, left ventricular ejection frac-
tion en inglés), edad y género. Se probaron una serie
de redes con diferente niimero de nodos de entrada
(varfa entre 7 y 15), nodos ocultos (entre 2 y 10) y
dos nodos de salida. Los rangos de entrenamiento y
prueba fueron 75 % y 25 %, respectivamente, del total
de datos de entrenamiento [24]. Varios investigadores
también han utilizado enfoques basados en redes neu-
ronales artificiales para la clasificacion diagnéstica de
senales de ECG [16].

Las técnicas modernas de redes neuronales pro-
fundas (DNN, Deep Neural Networks en inglés) se
utilizan para resolver el problema de seleccién y extrac-
cién manual de caracteristicas en sistemas automéaticos
convencionales para el diagndstico de imagenes de In-
farto al Miocardio (MI, Myocardial Infartaction en
inglés) [25]. El algoritmo de retropropagacion se uti-
liza para entrenar redes neuronales profundas [26]. Las
CNN se utilizan principalmente para analizar imégenes.
El infarto al miocardio se predice utilizando imagenes
caracteristicas tomadas antes y después del ataque,
como imégenes de entrada a una CNN [27]. Las capas
comunmente utilizadas en CNN son la convolucional
(Conv), unidad lineal rectificada (ReLU, rectified linear
unit, en inglés), pooling, normalizacién en lotes y capas
totalmente conectadas [28]. Una matriz de entrada se
alimenta a un modelo de deteccién constituido por
CNN y una red de memoria larga de corto-plazo bidi-
reccional (bi-LSTM, Long short-term memory network
en inglés) con validacién cruzada estratificada de cinco
etapas [29].

Las DNN han mostrado ser exitosas en diferentes
dreas, incluyendo imégenes, audio y texto [30]. En
aplicaciones reales, el tipo de dato mas comiin son
los datos tabulados, que contienen muestras (filas)
con el mismo conjunto de caracteristicas (columnas).
Los datos tabulados se utilizan en muchas areas como
medicina, finanzas, manufactura, ciencia climatica y
muchas otras [31].

Los métodos tradicionales de aprendizaje au-
tomatico, tales como los arboles de decision accionados
por gradiente (GBDT, gradient-boosted decision trees
en inglés) [32], dominan el modelado de datos tabula-
dos y muestran un mejor desempeno que el aprendizaje
profundo. A pesar de sus ventajas tedricas [33-35], las
DNN plantean muchos retos cuando se aplican a datos
tabulados, tales como falta de localidad, escasez de
datos (valores faltantes), mezcla de diferentes tipos
de caracteristicas (numéricas, ordinales y categoricas)
y falta de conocimiento previo acerca de la estruc-
tura del conjunto de datos (a diferencia del texto o
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las imégenes). La combinacién de algoritmos de ar-
boles, tal como el XGBoost, se consideran la opcién
recomendada para problemas reales que involucren
datos tabulados [32], [36].

Los XGBoost han sido utilizados para clasificar
fibrilacién auricular [37]. Un estudio propone un clasi-
ficador de senales de ECG basado en XGBoost y un
conjunto de técnicas de descomposicién empirica en
modos (EEMD, ensemble empirical mode decomposi-
tion en inglés) que aprovecha funciones basadas en
tiempo, frecuencia y caracteristicas morfoldgicas [38].
Otro estudio propone crear un conjunto de caracteris-
ticas morfoldgicas en cinco dimensiones que incluyen
complejos QRS e intervalos RR, asi como también coefi-
cientes de caracteristicas wavelet, para construir el vec-
tor de caracteristicas para una clasificacion altamente
eficiente de los latidos del corazén [21]. Las medidas
de desempeno son entrenadas para encontrar caracte-
risticas que sean clasificadas correctamente; entonces,
la relacién de aquellas que no son bien clasificadas se
utiliza para encontrar la eficiencia del clasificador. Se
puede obtener una proporcién alta, atn si todas las
clases importantes se clasifican de forma incorrecta.
Para superar esto, la data debe estar adecuadamente
balanceada [39]. La técnica de sobremuestreo de mi-
norias sintéticas (SMOTE, Synthetic Minority Over-
sampling Technique, en inglés) puede superar algunas
desventajas en la clasificacién [40]. Este método ha
mostrado ser mejor que otras mezclas de submuestreo
y sobremuestreo.

Un estudio realizado en 2021 comparé el desempeno
de un XGBoost y una DNN utilizando el optimizador
Adamax y una funcién de pérdida de entropia cruzada
con cuatro capas ocultas. Los resultados mostraron
que el XGBoost tuvo un mejor desempeno que la DNN,
ya que alcanz6 una precisiéon de aprendizaje de 100
% vy una precisién de prediccién de 95.60 % y 93.08
% para las mismas fases [41]. El desempeno global de
aprendizaje del modelo DNN fue 89.42 % y 81.23 %,
mientras que su precision en la prediccion fue 80.50 % y
77.36 %, respectivamente, para las mismas variables
[41]. El objetivo del presente estudio fue comparar los
algoritmos para determinar la soluciéon mas econémica
para la deteccién de arritmias en tiempo real.

Los monitores de ECG de una sola derivacién se
utilizan frecuentemente debido a su naturaleza alta-
mente productiva, corto tiempo de ejecucién y bajo
costo [42]. Sin embargo, los ECG de una derivacién no
pueden capturar toda la informacién debido a la gran
diversidad de caracteristicas de las CVD que pueden
causar diagndsticos equivocados [43].

2.3. Inteligencia artificial

El objetivo de este trabajo es seleccionar un algo-
ritmo para la clasificacion de alteraciones cardiacas que
pueda ser ejecutado en tiempo real, es decir, mientras

se adquiere la senal electrocardiografica. Considerando
que los algoritmos evaluados se basan en la identifi-
cacion y clasificacion de un solo ciclo cardiaco, lo ideal
seria tener un algoritmo capaz de capturar y clasificar
las sefiales durante el periodo entre ondas, mejor cono-
cido como segmento o intervalo T-P, como se muestra
en la Figura 1.

Para ejecutar el algoritmo en tiempo real, el tiempo
de ejecucion debe ser menor que el intervalo T-P, es
decir, menor a 200 ms. Se analizé la dispersiéon de los
archivos de las bases de datos Physionet que estan
disponibles para investigacion sobre electrocardiogra-
mas (ECG). Dicha base de datos fue desarrollada por
el Hospital Beth Israel en Boston (ahora el Beth Israel
Deaconess Medical Center), juntamente con el Insti-
tuto de Tecnologfa de Massachussetts (MIT-BIH) [44]
y el Physikalisch - Technische Bundesanstalt, the Na-
tional Metrology Institute of Germany (PTB). La base
de datos MIT-BIH tiene 109444 ECG y la base de
datos PTB tiene 14550 ECG [45].

A B

Figura 1. Dos Ciclos Cardiacos Independientes A y B
dentro de su ventana de deteccién correspondiente con el
intervalo T-P identificado

La MIT-BIH es una base de datos de arritmias,
que tiene una clasificacién etiquetada como ‘N’: 0, ‘S’
1, ‘V’: 2, ‘F’: 3, ‘Q’: 4, donde 0 es NORMAL y de
1 a 4 son arritmias clasificadas como bradiarritmias
y taquiarritmias, subclasificadas como taquiarritmias
supraventriculares y ventriculares. En la base de datos
PTB, la clasificacién es 0 para NORMAL y 1 para
ANORMAL, donde se consideran enfermedad cardiaca
severa, tal como infarto al miocardio (principalmente),
insuficiencia cardiaca y hemibloqueos. Los archivos csv
disponibles en Kaggle tienen 187 columnas que repre-
sentan la biosenal del ECG y 188 columnas adicionales
que clasifican el ECG. Este campo estd disponible
en ambas bases de datos y permite la aplicaciéon de
aprendizaje automatico.

Se consideraron tres algoritmos: redes neuronales
convolucionales (CNNs), redes neuronales artificiales
(ANNS) y el 4rbol reforzado de impulso de gradiente
extremo o XGBoost. Los trabajos publicados por Prem-
anand S, disponibles en Analytics Vidhya, se tomaron
como referencia para las redes neuronales.

Para evitar los problemas de subajuste y sobrea-
juste en aprendizaje automatico, se aplico la funcién
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SMOTE a ambas bases de datos por separado. Esto
crea nuevos ECG sobre la base de la data original y
balancea las categorias.

Se hizo una divisién por 80-20-20 a ambas bases de
datos, obteniendo 289878-72470-90587 y 13446-3362-
4202 en datos de ECG para entrenamiento, prueba
y validacién en las bases de datos MIT y PTB, res-
pectivamente. Las Figuras 2 y 3 incluyen gréaficos de
muestras de ECG de ambas bases de datos en las
diferentes categorias normal y anormal.

MIT-BIH CLASS 0: NORMAL

el

Ay

MIT-BIH CLASS 2: V

MIT-BIH CLASS 3: F

MIT-BIH CLASS 4: O

Figura 2. Senales clasificadas de la MIT-BIH

Se entrené utilizando los algoritmos ANN, CNN
y XGBoost para las bases de datos MIT y PTB por
separado, para hacer una comparaciéon en términos de
tiempos de entrenamiento y niveles de precisién en
la prediccién, es decir, exactitud, precisiéon y recall,
generando las matrices de confusion correspondientes.

Los resultados del entrenamiento fueron inicial-
mente validados usando la data de validacién y prueba
de ambas bases de datos, MIT y PTB, por sepa-
rado. Posteriormente, se valida el nivel de prediccion
cruzando datos de ambas bases de datos. Una arqui-
tectura CNN propone seleccionar un grupo 6ptimo
de capas individuales y el tamano de los filtros. Se

seleccionaron los siguientes valores: dos capas densas,
tamano de capa 128, nimero de capas convoluciones
2D y MaxPooling 2D [12 N] [46].

PTB CLASS 0: NORMAL

-

PTB CLASS 1: ABNORMAL

Figura 3. Senales clasificadas de la PTB

3. Resultados y discusion

Se procedi6 a entrenar con ANN, CNN y XGBoost so-
bre las bases de datos MIT y PTB por separado, para
establecer comparaciones en términos de tiempos de
entrenamiento y niveles de precision en la prediccion:
exactitud, precision y recall. Las matrices de confusién
correspondientes se presentan en las Figuras 4 y 5.

XGBOOST
0,0 0,90 0,97 0,93 2091
01 0,97 0,89 0,93 2111
accuracy 0,93 4202
macro avg 0,93 0,93 0,93 4202
weighted av, 0,93 0,93 0,93 4202
[[2026 65]
[2356 1875])
ANN
precision  recall fl-score support
0,0 0,95 0,99 0,97 2091
0,1 0,99 0,95 0,97 2111
accuracy 0,97 4202
macro avg 0,97 0,97 0,97 4202
weighted av| 0,57 0,97 0,97 4202
[[2081 30]
[104 2007]]
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CNN
precision  recall fl-score support

0,0 0,99 1,00 0,99 2076

01 1,00 0% 0,99 2126
accuracy 0,99 4202
macro avg 0,99 0,99 0,99 4202
weighted avg 0,99 0,99 0,99 4202
[[2074 2]

Figura 4. Resultados de clasificacién sobre la PTB

XGBOOST

0,004 0.8 085 18108

1,004 0,52 a7 0,85 174952

2,004 0,53 091 0.9 1522

3,004 0,50 0,94 0,92 18037

4,00f 097 097 0.9 18261

SCOUFAcy 0.9 0587

Macro ave 0,91 0,91 0,91 90587

weighted 0,91 091 0.9 GOSET

|

[[15396 1016 545 &9 293)
[ 2004 15533 12 13 &44)
[ 735 117 16534 659 183]
[ 508 112 468 1607 7
[ 354 52 1s0 37 17%78)]
ANN

0,00 0,92] 0,96 0,94 18109

1,00 0,97 0,95 0,96 17552

2,0 0,99] 0,96 0,98 18228

3.0 0,981 0,99 0,99 18037

4,00 0,99 0,99 0,99 18261
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Figura 5. Resultados de clasificaciéon sobre la MIT-BIH

Las Figuras 6 y 7 presentan Exactitud vs. Pérdida
para cada uno de los algoritmos, sobre las bases de
datos PTB y MIT.
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Figura 6. Exactitud vs. Pérdida para cada uno de los
algoritmos sobre el conjunto de datos PTB
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Figura 7. Exactitud vs. Pérdida para cada uno de los
algoritmos sobre el conjunto de datos MIT
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La Figura 8 presenta los tiempos FIT y la exactitud
obtenidos para cada una de las bases de datos.

MiT

XGBOOST
*FIT: 12 secor

B XGBOOST

FIT: 26 min:

*ACCURACY:

*FIT: 46 minu
*ACCURAC

FIT: 3 hours 30 minutes
CCURACY: ]

Figura 8. Tiempos FIT y exactitud para los conjuntos de
datos PTB y MIT
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Luego de evaluar los resultados del entrenamiento
por separado, se hizo una validacién cruzada del nivel
de prediccion de los algoritmos intercambiando datos
de ambas bases de datos, como se muestra en la Figura
9. Para propositos de validacién, la base de datos PTB
fue categorizada como 0 = normal y 1 = anormal,
y procesada por los modelos aprendizaje basados en
XGBoost y ANN.

ANN Abnormal ECGs (1)

PTB, obteniendo niveles de exactitud de 85 % y 86 %
para los ECG normales. Con respecto a la validacion
sobre las anormalidades, el XGBoost tuvo una exacti-
tud de 11 % y la ANN tuvo 15 %. Esto se debe a que
las bases de datos incluyen diferentes enfermedades
cardfacas: arritmias en la MIT-BIH e infartos agudos
al miocardio en la PTB.

Tabla 1. Hiperparametros

Figura 9. Data de la PTB en validacién cruzada con la
data de la MIT usando ANN y XGBoost

La fase de entrenamiento se completé a través de
definiciones por ensayo y error; los hiperparametros
fueron configurados de acuerdo con la Tabla 1, para
alcanzar el nivel de esperado de exactitud.

Se valido6 la prediccién de los modelos de apren-
dizaje automaético entrenados con los ECG de la base
de datos MIT-BIH, sobre los ECG de la base de datos

recision recall recision recall f1-score support 3.
: N : [ e r C;‘;‘sfi’gc‘:zor Hiperparametro MIT PTDB
;:nn n:oo g 2,00 a0 Y] 7 g Maéxima profundidad 6 6
4,00 0,00 0 400 0,00 0,00 “i‘ 0 XGBoost Tasa de aprendizaje 0,1 0,1
Numero 6ptimo - estimadores 100 100
x':::?;g 020 or g:’ﬁ :3: ::::Z'a e P zz: :Z:Zi Estado aleatorio 42 42
L R Ll s o s e 100 o145 0.27 10505 Funcién de activacién — capas ocultas ReLU ReLU
(13482 370 163 20 8] h o g Funcién de activacién — capa de salida  Softmax Softmax
{ 0 0 0o g (7247 1616 856 180 606] Numero de épocas 50 epochs 50 epochs
N R ANN Tamaiio del lote 10 10
(oo oR 00y [ o o oo ol Método de optimizacion adam adam
XBOOST Normal ECGs (0) XBOOST Abnormal ECGs (1) Capas ocultas 3 3
precision _ recall predision f1-score Tasa de aprendizaje 0,0001 0,0001
Funcién de activaciéon — capas ocultas ReLU ReLU
Funcién de activacién — capa de salida  Softmax Softmax
Numero de épocas 10 epochs 10 epochs
CNN Tamaiio del lote 10 10
accuracy | na‘j a0as|  |sccuray | 011 10505 Método de optimizacion adam adam
o i T — - Capas el ro
3 . . ug{ : 2 Tasa de aprendizaje 0,0001 0,0001
[[3439 sa5 49 6 6 Il 0o 0o o0 0
[ 0 0 00 0 [7292 1176 641 3021094]
(o0 oo d A Esto demuestra que las senales normales pueden ser
[ 0 o 00 o [ 0 0o 0o o

reconocidas de manera cruzada entre bases de datos,
pero la data correspondiente a ECG anormales no es
interoperable entre una base de datos y otra.
Finalmente, a través de aprendizaje supervisado,
los dos modelos de redes neuronales artificiales y el
algoritmo XGBoost para predicciéon por clasificacion
fueron comparados utilizando una matriz de pesos, con-
siderando criterios tales como exactitud en la predic-
cién, sensibilidad de la data médica (falso positivo/-
falso negativo), tiempo de aprendizaje y tiempo de
prediccién, tal como se muestra en la Tabla 2.

Tabla 2. Data de la PTB en validacién cruzada con la data de la MIT usando ANN y XGBoost

Criterio ANN Valor CNN Valor XgBoost Valor Peso ANN CNN XgBoost
Tiempo de 46 min 4 3h,30min 2 26 min 5 3 12 6 15
entrenamiento
Recursos
requeridos Medio 4 Alto 2 Bajo 5 3 12 6 15
para el
entrenamiento
Recursos
requeridos Medio 5 Medio 5 Medio 5 3 15 15 15
para la
operacion
Capacidad Alto 4 Bajo 2 Alto 5 3 12 6 15
predictiva
Sensibilidad 2631 3 504 5 8477 2 5 15 25 10
Tiempo 0:00:04.14 0:01:22.14 0:00:02,02
medio de 2830 3 2794 2 8421 4 5 15 10 20
prediccién
Exactitud
en la 97% 3 99 % 5 91 % 2 5 15 25 10
prediccion
Total 110 96 93 100
100 87,3 84,5 90,9
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Como se definié previamente, el objetivo de este
trabajo es seleccionar un algoritmo para la clasificacién
de alteraciones cardiacas que pueda ser ejecutado en
tiempo real, es decir, mientras se estan adquiriendo
la senal electrocardiografica. Dados los resultados de
la Tabla 2, puede hacerse una comparacion para de-
terminar cudl es el mejor algoritmo para una soluciéon
u-Health (Figura 10).

Para la fase de aprendizaje de los modelos se uti-
lizaron los 123 994 registros, y a partir de los valo-
res pronosticados se determiné el modelo que alcanza
la més alta exactitud de prediccién. Considerando
que la inteligencia artificial ha logrado aprender cémo
clasificar apropiadamente condiciones asociadas a las
patologias cardiacas, se seleccion6 el modelo méas ade-
cuado y aplicable para el diagnéstico de gente o grupos
poblacionales. En temas de prevencién, la prediccién
del riesgo para la poblaciéon en general es de vital
importancia ya que puede reducir el impacto de las
muertes debido a patologias cardiacas, asi como tam-
bién reducir los costos asociados a estos casos.

Predictive Capacity
92

90
88
86
&4

82

80

ANN

CNN XGBoost

Figura 10. Comparacién entre los tres algoritmos

4. Conclusiones

A partir de la discusién, se usé una matriz de pesos
para comparar la calidad de los tres algoritmos de
prediccién. Sobre la base de esos resultados, se con-
cluye que las redes neuronales convolucionales (CNN)
son mucho mds precisas que los otros algoritmos (99
%); sin embargo, el tiempo de entrenamiento es largo
(en términos de horas), comparado con el tiempo de
entrenamiento del XGBoost que toma minutos. Dado
que se esta tratando con la salud humana, la precisién
y exactitud en la prediccién son mas importantes que
la rapidez de entrenamiento. En un punto intermedio
estd la red neuronal artificial (ANN), que alcanza un
desempeno muy aceptable con una exactitud de 97 %.

Dada la naturaleza tabular de los datos, el XGBoost
es la mejor alternativa, como se observa en la Figura
10.

La conclusién previa indica que es posible obte-
ner informacién acerca de una arritmia dentro del
intervalo RR. Dado que el objetivo del proyecto era
procesar datos en tiempo real, los resultados son alta-
mente prometedores. Como trabajo futuro, se pretende
usar data de ECG generada por relojes inteligentes
como parte de una investigacién doctoral. La deteccién
de arritmias a partir de relojes inteligentes serfa una
herramienta importante para la deteccién temprana
de eventos potencialmente mortales, tales como fib-
rilacién. Sin embargo, es necesario reducir los falsos
positivos, y dado que se podria procesar la data en
tiempo real, la distribucién de probabilidad conjunta
puede ser usada en trabajos futuros para aumentar
la naturaleza predictiva del algoritmo. En resumen,
esta es una contribucién significativa en el campo de
deteccién de arritmias en tiempo real.
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